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摘要　 针对基于卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ）的滚动轴承状态识别中超参数选用对于人工经验

的高度依赖性问题，提出一种基于蜉蝣算法（Ｍａｙｆｌｙ Ａｌｇｏｒｉｔｈｍ，ＭＡ）优化 ＣＮＮ的故障诊断模型 ＣＮＮ⁃ＭＡ。 首先，该模型利

用 ＭＡ强大的寻优能力，以 ＣＮＮ的诊断精度作为优化目标，自适应调节 ＣＮＮ中的超参数；其次，采用归一化后的原始信

号图像集，尽可能保留了信号的特征；最后，为了评估参数在优化模型中的有效性，与粒子群优化（ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ
Ｏｐｔｉｍｉｚａｔｉｏｎ，ＰＳＯ）算法的 ＣＮＮ模型进行对比。 所提模型拥有更稳定的性能和更高的识别精度，同时具备良好的抗噪能

力，充分显示了在滚动轴承故障诊断应用中的可行性和可靠性。
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０　 引言

　 　 滚动轴承广泛应用于旋转机械，是保障设备安全

稳定运行的重要零部件，也是故障率最高的零部件之

一，一旦产生故障，轻则停工停产，重则造成严重的安

全事故。 如何准确、有效识别滚动轴承故障是该领域

的热点问题［１］。 现如今，随着人工智能迅速发展，机
器学习和深度学习算法广泛应用于滚动轴承故障诊断

中，并 且 取 得 了 不 错 的 效 果［２］， 卷 积 神 经 网 络

（Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ）是最典型的代表之

一［３⁃４］。 李益兵等［５］ 提出了一种基于蛙跳算法优化

ＣＮＮ模型，在保证准确率的同时减少了 ＣＮＮ 训练次

数。 陈功胜等［６］利用 ＣＮＮ提取了轴承故障特征，通过

极限树回归进行了特征分类，实现了故障诊断，结果表

明该模型具有良好的故障诊断能力和鲁棒性。 肖雄

等［７］将原 始 信 号 转 换 为 二 维 灰 度 图 像 后，结 合

ＡＭＳＧｒａｄ算法输入 ＣＮＮ，在精确快速训练 ＣＮＮ 的同

时，获得了较高的识别精度。 ＺＨＡＮＧ Ｗ 等［８］提出了

一种训练干扰 ＣＮＮ 方法，以原始时域信号为输入，不
需要任何预去噪方法，解决噪声环境对故障识别的影

响。 赵小强等［９］采用多种尺度卷积层提取输入数据

特征，实现了滚动轴承变工况状态下的故障诊断。
ＣＮＮ在滚动轴承故障诊断中的应用是指通过卷

积和池化操作，提取数据特征并进行降维处理，最后由
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全连接层或通过其他分类方式来进行分类，从而实现

轴承故障诊断。 然而，ＣＮＮ 结构复杂、参数众多，可以

分为模型参数和模型超参数。 其中，模型参数（如权

值和偏置量）通过网络不断训练自动调整大小，不需

要人工干预调节；模型超参数，如卷积核大小、个数，学
习率大小，优化器类型等，对分类效果有着很大的影

响，仅仅依靠经验来设定或传统的启发式算法进行优

化，容易陷入局部最优解，网络输出具有不确定性，并
且无法保证模型识别效果的准确率。 因此，本文提出

了一种基于蜉蝣算法［１０］ （Ｍａｙｆｌｙ Ａｌｇｏｒｉｔｈｍ，ＭＡ）优化

ＣＮＮ的模型。 该模型利用 ＭＡ 强大的寻优功能，对
ＣＮＮ结构进行优化，通过对蜉蝣最差子代进行替代，
以及子代发生随机变异，能够平衡全局搜索能力和局

部搜索能力，避免陷入局部最优。 最后，利用 ＣＮＮ⁃ＭＡ
模型对滚动轴承故障进行特征提取和分类，并与 ＣＮＮ⁃
ＰＳＯ模型进行对比，结果表明，ＣＮＮ⁃ＭＡ模型识别精度

更高、抗噪性更强，可靠性更好，应用价值更高。

１　 蜉蝣算法优化

　 　 蜉蝣算法是希腊学者 Ｋｏｎｓｔａｎｔｉｎｏｓ Ｚｅｒｖｏｕｄａｋｉｓ 于
２０２０年 ７月提出的一种新型智能优化算法。 该算法

模拟了蜉蝣飞行和交配的社会行为，具有强大的寻优

能力，在收敛效率、局部搜索能力以及全局搜索能力方

面具有一定的优势［１１］。
其寻优的过程包括三个阶段：雄性蜉蝣寻优，雌性

蜉蝣寻优以及优异的雌雄个体之间的交配行为。 定义

蜉蝣位置为 Ｘ ＝ （ｘ１，ｘ２，…，ｘＤ）， 速度为 Ｖ ＝ （ｖ１，
ｖ２，…，ｖｎ）。
１􀆰 １　 雄性蜉蝣移动

　 　 雄性蜉蝣总会聚集在一起。 对于雄性蜉蝣个体来

说，通过个体经验及种群位置变化来调整自己的位置。
假设 ｘｔ

ｉ 代表第 ｉ个蜉蝣在 ｔ时刻的空间位置，其位置更

新为

ｘｔ ＋１
ｉ ＝ ｘｔ

ｉ ＋ ｖｔ ＋１ｉ （１）
　 　 由于雄性蜉蝣是在水面以上几米的位置跳舞，并
且速度不会很大，所以其速度更新为

ｖｔ ＋１ｉｊ ＝

ｇｖｔｉｊ ＋ ａ１ｅ
－βｒ２ｐ（ｐｂｅｓｔｉｊ － ｘｔ

ｉｊ） ＋

　 　 ａ２ｅ
－βｒ２ｇ（ｇｂｅｓｔ ｊ － ｘｔ

ｉｊ），　 ｆ（ｘｉ） ＞ ｆ（ｇｂｅｓｔ）

ｇｖｔｉｊ ＋ ｄｒ， ｆ（ｘｉ） ≤ ｆ（ｇｂｅｓｔ）

ì

î

í

ï
ïï

ï
ïï

（２）
式中， ｘｔ

ｉｊ、ｖｔｉｊ 分别为在 ｔ 时刻，维度为 ｊ 上的第 ｉ 个雄性

蜉蝣的位置和速度； ｇ 为重力系数； ａ１、ａ２ 分别为用于

缩放认知和社会部分的贡献正的吸引系数； β 为固定

可见度系数； ｄ 为婚舞距离系数； ｒ 为［ －１，１］的随机

数； ｒｐ、ｒｇ 分别是 ｘｉ 与 ｐｂｅｓｔｉ、ｘｉ 与 ｇｂｅｓｔ 之间的笛卡儿距

离，可表示为

‖ｘｉ － Ｘ ｉ‖ ＝ ∑
ｎ

ｊ ＝ １
（ｘｉｊ － Ｘ ｉｊ） ２ （３）

１􀆰 ２　 雌性蜉蝣移动

　 　 雌性蜉蝣会朝着雄性蜉蝣方向飞去并完成交配，
假设 ｙｔ

ｉ 代表第 ｉ个雌性蜉蝣在 ｔ时刻的空间位置，其位

置更新为

ｙｔ ＋１
ｉ ＝ ｙｔ

ｉ ＋ ｖｔ ＋１ｉ （４）
　 　 尽管吸引过程随机，但按照适应度值大小，其速度

更新为

ｖｔ ＋１ｉｊ ＝
ｇｖｔｉｊ ＋ ａ２ｅ

－βｒ２ｍｆ（ｘｔ
ｉｊ － ｙｔ

ｉｊ），ｆ（ｙｉ） ＞ ｆ（ｘｉ）

ｇｖｔｉｊ ＋ ｆｌｒ，ｆ（ｙｉ） ≤ ｆ（ｘｉ）
{ （５）

式中， ｙｔ
ｉｊ、ｖｔｉｊ 分别表示在 ｔ 时刻，维度为 ｊ 上的第 ｉ 个雌

性蜉蝣的位置和速度； ｒｍｆ 为雄性蜉蝣与对应雌性蜉蝣

之间的笛卡儿距离； ｆｌ 为随机飞行系数。
１􀆰 ３　 蜉蝣的交配

　 　 蜉蝣交配过程是最优雄性与最优雌性交配，次优

雄性与次优雌性交配，依次类推，交配结果产生两个

子代，即
Ｓｏｆｆｓｐｒｉｎｇ１ ＝ ＬＦｍａｌｅ ＋ （１ － Ｌ）Ｆ ｆｅｍａｌｅ
Ｓｏｆｆｓｐｒｉｎｇ２ ＝ ＬＦ ｆｅｍａｌｅ ＋ （１ － Ｌ）Ｆｍａｌｅ

{ （６）

式中， Ｆｍａｌｅ 代表父本； Ｆ ｆｅｍａｌｅ 代表母本； Ｌ 为［０，１］的随

机数。

２　 卷积神经网络

　 　 ＣＮＮ是一种典型的前馈型神经网络，分为卷积运

算和分类两个阶段。 在分类任务中，卷积和池化运算

交替进行，实现特征提取，最后由全连接层将输入特征

与标签建立一一对应关系，实现分类。
２􀆰 １　 卷积层

　 　 卷积层是 ＣＮＮ的核心，输入特征图（或原始信号

图像）与卷积核进行卷积运算，经过激活函数的非线

性变换，获得新的卷积特征图，其运算过程可表示为

Ｍｌ
ｊ ＝ ｆ ｌ（∑

Ｐ

ｉ ＝ １
ｍｌ －１

ｉ 􀱋 Ｗｌ
ｉｊ ＋ ｂｌ

ｉ） （７）

式中， ｌ为网络层数；Ｍｌ
ｊ 为 ｌ层第 ｊ个特征图； Ｐ为特征

图总量； ｍｌ －１
ｉ 为 ｌ 层第 ｉ 个输入； Ｗｌ

ｉｊ 为 ｌ 层的权重矩

阵； ｂｌ
ｉ 为偏置值； ｆ ｌ（·） 为激活函数。

２􀆰 ２　 池化层

　 　 池化层也叫下采样层，通过池化操作，在保留图像

信息基础上，进一步提取特征，降低图像分辨率，减少

参数量，进而减少计算量，还能在一定程度上降低过拟

合的风险。 最大池化和平均池化是最常见的池化操

作。 本文采用最大池化方法：
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ｎｌ
ｊ ＝ ｍａｘ（ｍｉｊ） （８）

式中， ｍａｘ（·） 代表平均池化函数； ｎｌ
ｊ 代表降维之后的

特征图。
２􀆰 ３　 全连接层

　 　 全连接层是 ＣＮＮ模型的分类器，也是模型的输出

端，综合了卷积和池化操作提取到的特征信息，利用

Ｓｏｆｔｍａｘ函数得到分类结果。 其计算过程可表示为

Ｚｋ ＝ ｆ ｋ（Ｗｋｎｋ－１ ＋ ｂｋ） （９）
式中， Ｚｋ 表示第 ｋ层的输出； ｆ ｋ（·） 表示激活函数；Ｗｋ

表示第 ｋ 层的权值； ｎｋ－１ 表示第 ｋ 层的输入； ｂｋ 表示第

ｋ 层的偏置量。

３　 ＭＡ 优化 ＣＮＮ 算法设计

３􀆰 １　 数据预处理

　 　 由于一维时序信号数据量不足，训练过程可能会

出现过拟合现象，而常用的时频分析方法容易出现特

征提取不足或特征丢失现象，本文尽可能保留信号的

原始特征，只对数据进行归一化处理［１２］：

ｘｉ ＝
ｘｉ － ｘｍｉｎ
ｘｍａｘ － ｘｍｉｎ

（１０）

３􀆰 ２　 数据集划分

　 　 数据集有两方面的作用：一是用于模型的训练；二
是对训练好的模型进行评估，测试识别精度。 因此，随
机将图像的 ７０％作为训练集，３０％作为测试集。
３􀆰 ３　 ＣＮＮ 结构优化

　 　 深度学习理论为机器学习提供了强大的理论支

撑，数值计算设备的发展又提供了硬件支持，ＣＮＮ 在

此背景下快速发展，为了适应不同的需求，产生了各种

经 典 模 型［１３］。 从 最 早 的 ＬｅＮｅｔ⁃５、 ＶＧＧＮｅｔ 到

ＧｏｏｇｌｅＮｅｔ，再到 ＲｅｓＮｅｔ，随着神经网络性能的不断提

高，网络层数以及结构复杂度也随之增加。 由于本文

提出的方法是应用于滚动轴承运行状态识别的，对网

络深度要求不高，故采用三层卷积结构并进行模型优

化，ＣＮＮ结构如图 １所示。

图 １　 卷积神经网络结构图

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ＣＮＮ

　 　 ＣＮＮ 训练过程有几大常见难点：一是过拟合现

象；二是当网络层数加深，梯度将以指数传播，易发生

梯度消失或梯度爆炸问题；三是训练耗时较大。 为此，
引入 ＢＮ（批标准化）层以及对全连接层进行 Ｄｒｏｐｏｕｔ
处理。

ＢＮ层可以对数据进行批量标准化，它的作用主要

有 ３个：①加速网络收敛；②改善梯度弥散；③提高泛

化能力［１４］。
Ｄｒｏｐｏｕｔ（随机丢弃）技术使网络训练中部分神经

元暂时失去活性，降低特征之间的相互作用，既能防止

过拟合，又能提升模型的鲁棒性和泛化能力［１５］。
３􀆰 ４　 ＣＮＮ⁃ＭＡ 模型的流程

　 　 ＣＮＮ⁃ＭＡ模型包括两部分：①ＭＡ 算法训练 ＣＮＮ；
②提取训练好的 ＣＮＮ超参数进行测试。 寻优超参数共

１０个，包括卷积核大小 ｘ１，ｘ２，ｘ３ 和数量 ｙ１，ｙ２，ｙ３，优化

器种类 ｔｙｐｅ，训练批次 ｎＢａｔｃｈ、学习率 η，以及丢弃率。
利用 ＭＡ优化 ＣＮＮ参数的步骤说明如下：
１）将上述超参数定义为蜉蝣种群中每只蜉蝣的

１０维向量，设定寻优参数取值范围如表 １ 所示，将

ＣＮＮ的识别准确率作为 ＭＡ 的适应度值，对蜉蝣种群

数量、位置、速度等参数进行初始化定义。

　 表 １　 寻优参数集

Ｔａｂ． １　 Ｓｅａｒｃｈ ｆｏｒ ａ ｓｅｔ ｏｆ ｏｐｔｉｍｉｚｉｎｇ ｐａｒａｍｅｔｅｒｓ

参数 Ｐａｒａｍｅｔｅｒ 取值范围 Ｖａｌｕｅ ｒａｎｇｅ
Ｃ１卷积核大小

Ｃ１ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｓｉｚｅ ３×３，５×５，７×７

Ｃ１卷积核数量
Ｃ１ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｎｕｍｂｅｒ ６～１２８

Ｃ３卷积核大小
Ｃ３ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｓｉｚｅ ３×３，５×５，７×７

Ｃ３卷积核数量
Ｃ３ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｎｕｍｂｅｒ ６～１２８

Ｃ５卷积核大小
Ｃ５ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｓｉｚｅ ３×３，５×５，７×７

Ｃ５卷积核数量
Ｃ５ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｎｕｍｂｅｒ ６～１２８

优化器类型 Ｏｐｔｉｍｉｚｅｒ ｔｙｐｅ Ｓｇｄｍ，Ａｄａｍ，ＲＭＳｐｒｏｐ
训练批量大小
Ｔｒａｉｎｉｎｇ ｂａｔｃｈ ｓｉｚｅ １６～１２８

学习率 Ｌｅａｒｎｉｎｇ ｒａｔｅ ０􀆰 ０００ １～０􀆰 １
丢弃率 Ｄｒｏｐｏｕｔ ｒａｔｅ ０􀆰 ２～０􀆰 ６
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２）计算每只蜉蝣的适应度值，并进行排序，将适

应度值最高的蜉蝣作为个体最优蜉蝣和全局最优

蜉蝣。
３）更新当前位置和速度，并根据排序一一配对，

生成子代蜉蝣。
４）计算更新后的蜉蝣以及子代蜉蝣适应度值。

若子代蜉蝣优于亲代最差蜉蝣，则用子代取代亲代最

差蜉蝣；若子代蜉蝣优于全局最优蜉蝣，则更新全局最

优蜉蝣。 全部更新完毕后，将更新后的种群作为新一

代的亲本，并重新划分种群，为防止过早收敛，新一代

亲本将以一定的概率发生变异。
５）判断是否满足设定迭代次数，若满足，利用全

局最优蜉蝣的参数重构 ＣＮＮ 模型，否则，重复执行步

骤 ３） ～５）。
滚动轴承故障诊断流程如图 ２所示。

图 ２　 基于 ＭＡ优化 ＣＮＮ的轴承故障诊断流程

Ｆｉｇ． ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｂｅａｒｉｎｇ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｏｆ ＭＡ ｏｐｔｉｍｉｚｅｄ ＣＮＮ

４　 试验研究

４􀆰 １　 数据来源及数据集建立

　 　 本文数据来源为美国凯斯西储大学 （Ａｍｅｒｉｃａｎ
Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｃａｓｅ Ｗｅｓｔｅｒｎ Ｒｅｓｅｒｖｅ，ＣＷＲＵ）轴承数据

集，试验平台如图 ３ 所示，选用电动机驱动端轴承数

据，轴承型号为 ＳＫＦ⁃６２０５，电动机转速为 １ ７９７ ｒ ／ ｍｉｎ，
采样频率为 １２ ｋＨｚ。

试验所选 轴 承 单 点 直 径 损 伤 为 ０􀆰 １８、 ０􀆰 ３６、
０􀆰 ５４ ｍｍ，每种故障直径内含有内圈故障（ＩＦ）、外圈故

障（ＯＦ）以及滚动体故障（ＢＡ）共 ３ 种故障类型。 试验

数据集由一种正常数据（ＮＯ）以及 ９ 种故障数据集构

成，每类故障包含 １００ 样本，样本长度为 １ ０２４。 为了

图 ３　 滚动轴承试验平台

Ｆｉｇ． ３　 Ｔｅｓｔ ｐｌａｔｆｏｒｍ ｏｆ ｔｈｅ ｒｏｌｌｉｎｇ ｂｅａｒｉｎｇ

最大限度地保留原始信号特征，本文仅对数据进行归

一化处理，利用 ｉｍｒｅｓｉｚｅ 函数构建尺寸为 ３２×３２ 的灰

度图像（图 ４）。 由于篇幅有限，每类样本仅选取一张

进行显示。

图 ４　 轴承灰度图

Ｆｉｇ． ４　 Ｇｒａｙｓｃａｌｅ ｏｆ ｂｅａｒｉｎｇｓ

４􀆰 ２　 试验结果分析

　 　 运行参数设定：种群数量取 ２０，蜉蝣进化代数取

１０，蜉蝣子代变异概率取 ０􀆰 １。 为了证明所提方法的

有效性，与粒子群优化 （ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ，
ＰＳＯ）算法 ＣＮＮ 模型进行对比，粒子群算法设定种群

数量为 ２０，进化代数为 １０，优化后的 ＣＮＮ 参数如表 ２
所示。

为了更直观表现 ＣＮＮ⁃ＭＡ 方法的优越性，本文将

ＣＮＮ⁃ＭＡ与 ＣＮＮ⁃ＰＳＯ的训练准确率和损失进行对比，
如图 ５、图 ６所示。

由图 ５、图 ６可以看出，ＣＮＮ⁃ＰＳＯ的训练准确率以

及损失曲线前期波动较大，后期相对平缓，但也存在一

定波动，在迭代 １６２ 次时达到最大识别准确率，经过

１０次测试，平均识别准确率为 ９８􀆰 ６７％；ＣＮＮ⁃ＭＡ 训练

准确率以及损失曲线波动明显小于 ＣＮＮ⁃ＰＳＯ，并且整

个训练过程的波动都相对平缓，迭代 １３０ 次就达到了

最大识别准确率，１０次测试的平均准确率为 ９９􀆰 ５０％。
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与 ＣＮＮ⁃ＰＳＯ模型相比，ＣＮＮ⁃ＭＡ能够更好地提高网络

的稳定性，识别准确率更高，训练速度更快，优化效果

更加显著。

表 ２　 ＣＮＮ 模型参数

Ｔａｂ． ２　 Ｐａｒａｍｅｔｅｒｓ ｏｆ ＣＮＮ ｍｏｄｅｌｓ

参数 Ｐａｒａｍｅｔｅｒ ＣＮＮ⁃ＭＡ ＣＮＮ⁃ＰＳＯ
Ｃ１卷积核大小

Ｃ１ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｓｉｚｅ ５ ５

Ｃ１卷积核数量
Ｃ１ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｎｕｍｂｅｒ ５９ ５８

Ｃ３卷积核大小
Ｃ３ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｓｉｚｅ ５ ３

Ｃ３卷积核数量
Ｃ３ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｎｕｍｂｅｒ ５０ ２２

Ｃ５卷积核大小
Ｃ５ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｓｉｚｅ ３ ５

Ｃ５卷积核数量
Ｃ５ ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌｓ ｎｕｍｂｅｒ ２３ ４１

优化器类型 Ｏｐｔｉｍｉｚｅｒ ｔｙｐｅ Ａｄａｍ Ａｄａｍ
训练批量大小 Ｔｒａｉｎｉｎｇ ｂａｔｃｈ ｓｉｚｅ ６１ ４７

学习率 Ｌｅａｒｎｉｎｇ ｒａｔｅ ０􀆰 ００３ ８ ０􀆰 ００９ ３
丢弃率 Ｄｒｏｐｏｕｔ ｒａｔｅ ０􀆰 ２３８ １ ０􀆰 ４６４

图 ５　 ＣＮＮ⁃ＭＡ与 ＣＮＮ⁃ＰＳＯ训练准确率对比

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｒａｉｎｉｎｇ ａｃｃｕｒａｃｙ ｂｅｔｗｅｅｎ ＣＮＮ⁃ＭＡ ａｎｄ ＣＮＮ⁃ＰＳＯ

图 ６　 ＣＮＮ⁃ＭＡ与 ＣＮＮ⁃ＰＳＯ训练损失对比

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｒａｉｎｉｎｇ ｌｏｓｓ ｂｅｔｗｅｅｎ ＣＮＮ⁃ＭＡ ａｎｄ ＣＮＮ⁃ＰＳＯ

为了进一步直观考察 ＣＮＮ⁃ＭＡ 对不同类型故障

的诊断能力以及详细的细节，本文以混淆矩阵的形式

输出某一次的诊断结果，如图 ７所示。
由图 ７ 可知，ＣＮＮ⁃ＭＡ 针对 ０、２、３、４、５、６、７、８、９

类故障的诊断精度达到了 １００％，只有 １类故障诊断精

图 ７　 ＣＮＮ⁃ＭＡ故障分类混淆矩阵

Ｆｉｇ． ７　 Ｆａｕｌｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ＣＮＮ⁃ＭＡ

图 ８　 图像可视化效果图

Ｆｉｇ． ８　 Ｒｅｎｄｅｒｉｎｇ ｏｆ ｉｍａｇｅ ｖｉｓｕａｌｉｚａｔｉｏｎ

度为 ９６􀆰 ７％。 这说明本文提出的基于 ＣＮＮ⁃ＭＡ 的滚

动轴承故障诊断模型拥有良好的故障诊断能力。
为了对该模型的故障提取能力进行评估，采用 ｔ⁃

ＳＮＥ技术对原始信号以及输出层分类效果进行可视化

处理，图 ８所示为某一次训练的可视化输出结果。 图

８中，每种标记符号代表一个滚动轴承状态类型，共 １０
种类型；每个点表示一个样本，两个坐标轴分别表示当

前网络层提取到的特征的前两个维度。 图 ８（ａ）所示
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为原始信号可视化，从中可以看出原始信号分布无任

何规律，具有很强的亢余性，各类别之间无法区分。 图

８（ｂ）展示输出层可视化结果，从中可以看出除第三类

样本混入少量第一类样本，其他样本均能清晰可见地

聚集在一定区域内，可分性较强。 这说明该模型能提

取有效的图像特征，从而完成分类识别任务。
最后，为了验证 ＣＮＮ⁃ＭＡ 模型的抗噪能力，本文

在滚动轴承的原始振动信号中加入了信噪比为－６ ～
６ ｄＢ的高斯白噪声，采用相同的数据处理方式，使用

ＣＮＮ⁃ＭＡ模型和 ＣＮＮ⁃ＰＳＯ算法进行故障诊断，每种条

件下进行 １０次测试，其平均测试准确率如图 ９所示。

图 ９　 噪声干扰下两种算法识别准确率

Ｆｉｇ． ９　 Ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｔｗｏ ａｌｇｏｒｉｔｈｍｓ ｕｎｄｅｒ ｔｈｅ ｎｏｉｓｅ ｉｎｔｅｒｆｅｒｅｎｃｅ

由图 ９不难看出，无论是弱噪声还是强噪声干扰，
ＣＮＮ⁃ＭＡ的识别准确率都高于 ＣＮＮ⁃ＰＳＯ 的，并且在

－６ ｄＢ 的 强 噪 声 干 扰 下， 识 别 准 确 率 还 能 达 到

８１􀆰 ６７％，比 ＣＮＮ⁃ＰＳＯ识别准确率高 １０􀆰 ９７％。 这说明

ＣＮＮ⁃ＭＡ模型有良好的抗干扰能力，实际应用价值高。

５　 结论

　 　 本文针对 ＣＮＮ超参数确定困难、人工依赖性强等

问题提出了基于 ＭＡ优化 ＣＮＮ超参数的方法，并对传

统 ＣＮＮ模型进行结构优化，最后利用搭建后的模型对

滚动轴承故障进行识别，得出以下结论：
１）对原始信号进行归一化，转为二维灰度图，并

作为输入数据，极大地保留了信号的原始特征。
２）较经典模型新增加 ＢＮ层及 ｄｒｏｐｏｕｔ技术，能够

显著地解决目前 ＣＮＮ面对的几大难题，不仅能够避免

过拟合现象的产生，还能加快网络训练速度。
３）采用对比试验方式，分别使用 ＭＡ 和 ＰＳＯ 算法

对 ＣＮＮ模型中 １０个超参数进行了寻优，并对 １０ 种滚

动轴承故障类型进行诊断，从对比结果中可以看出，本
文所提方法经过 １０次测试的平均准确率 ９９􀆰 ５％，相比

于 ＣＮＮ⁃ＰＳＯ模型，迭代次数更少，识别准确率更高，网
络结构更加稳定。

４）在原始信号中加入－６ ～ ６ ｄＢ 的高斯白噪声验

证 ＣＮＮ⁃ＭＡ 模型的抗噪能力，结果表明，无论是弱噪

声还是强噪声的干扰，ＣＮＮ⁃ＭＡ 模型识别准确率都不

低于 ８０％，并且在强干扰下，比 ＣＮＮ⁃ＰＳＯ 模型高出

１０􀆰 ９７％，有较强的抗干扰能力。
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